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问题回溯

• 相关内容
– 王文静《长时程智能体的退化困境与自我改进》——2026.10.18

– 刘佳《智能体安全——工具调用攻击与防御》——2026.09.13

– 刘栋涵《智能体的第三方组件安全：从工具到技能》——2026.08.17
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内容提要

• 预期收获

• 案例引入

• 题目内涵解析与研究目标

• 研究背景与意义

• 研究历史与现状

• 知识基础

• 算法原理
– GLIDER

– Multi²

• 特点总结与工作展望

• 参考文献
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预期收获

• 预期收获
– 认识长时程任务中智能体面临的执行误差累积与目标漂移等挑战

– 理解子目标规划与动作执行的协同机制

– 了解监督微调、离线强化学习与在线策略改进在层次智能体中的应用
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案例引入 售货机经营智能体为何偏离经营任务？

• 2025年，Andon Labs提出Vending-Bench，让智能体在模拟环境中持续经营自

动售货机，负责采购、补货、定价和运营费用管理。在Claude 3.5 Sonnet的一

次失败运行中，补货问题逐步演变为对经营任务的放弃
– 误判到货状态

• 将仍在运输的商品视为已经到货，导致补货操作失败

– 宣布关闭业务
• 未能恢复正常补货，转而宣布关闭售货机业务

– 误解持续扣费
• 将环境继续收取的每日2美元运营费视为非法收费

– 偏离经营目标
• 在模拟环境中尝试联系FBI并拒绝继续执行经营任务
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• 内涵解析
– 长时程任务：智能体需要经过多个相互依赖的决策与环境交互步骤才能完成的任

务，早期动作会影响后续状态与最终结果

– 层次规划：以子目标连接高层规划与低层执行，高层根据总体目标和环境状态生

成子目标，低层选择实现子目标的具体动作

– 执行学习：利用交互轨迹与环境奖励学习动作策略，提高子目标执行的有效性与

适应能力

• 研究目标
– 提高层次规划能力，维持任务目标一致性

– 提高执行可靠性，缓解长时程任务中的目标漂移

内涵解析与研究目标
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• 研究背景
– 长时程任务包含多步依赖与动态交互，智能体需要兼顾总体目标规划与细粒度

动作执行，决策难度较高

– 现有提示驱动方法受上下文长度限制，轨迹模仿方法依赖示范质量与数据覆盖

范围，难以在长时程任务中持续保证目标一致性与执行可靠性

• 研究意义
– 加强子目标约束下的执行学习，提高行为与任务目标的一致性，为解决目标漂

移提供方法基础

– 推动智能体向更自主、更可靠的方向发展

研究背景与意义
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研究历史与现状
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2023

Yao等人提出ReAct，交替生成

推理与动作，并利用环境观测

调整后续决策，建立了推理与

行动结合的交互范式。但其提

示驱动形式仍依赖交互历史，

上下文长度与持续学习能力受

到限制

2023

2024

2025

Lin等人提出SwiftSage，将行为克隆

训练的快速动作模块与大模型驱动的

子目标规划模块结合，提高任务得分

并减少推理开销，体现了模块分工的

价值。但规划与动作落地主要依赖大

模型提示，模块切换仍采用启发式规

则

Yin等人提出Agent Lumos，将子目标

规划与动作落地组织为可训练模块，利

用统一格式的轨迹标注训练开源智能体，

为规划与执行能力的模块化学习提供了

方法参考。但其训练仍以标注轨迹监督

为主，能力获得依赖训练数据的质量与

覆盖范围

Hu等人提出GLIDER，通过高层子目标规

划与低层动作执行构建层次策略，结合监督

初始化和离线强化学习，将模块分工进一步

落实为长期回报驱动的策略学习。但其在线

适应主要针对高层规划，执行侧利用新交互

反馈持续改进的能力仍有拓展空间

2026

Park提出Multi²，对高层规划采用监督

微调，对低层执行采用离线到在线强化

学习，并通过KL正则约束在线更新。

在三个交互基准的多数设置中取得更好

表现，同时改善长时程鲁棒性与token效

率，为缓解目标漂移提供角色专门化与

执行策略持续改进相结合的方案



知识基础 长时程任务

• 概念
– 长时程任务（Long-

horizon Tasks）指智能体

需要经过较长的动作序列

与多轮环境交互，才能完

成总体目标的任务

• 基本特点
– 决策步骤多

– 动作影响跨度长

– 误差累积突出
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知识基础 目标漂移

• 目标漂移（Goal Drift）指智能体在持续交互中，逐渐偏离最初由指令指定的目标

• 常见表现
– 目标重心偏移

• 过度追求效率、收益等局部指标，

忽略原本的任务要求

– 子目标与总体目标脱节
• 子任务本身在推进，但对总体目标

的贡献越来越弱

– 未及时调整行动
• 阶段性目标完成或环境变化后，仍沿用不合适的行动方向
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知识基础 智能体规划与执行的常见实现方法

• 提示驱动方法
– 概念：通过任务指令、示例和执行反馈，引导大语言模型生成推理、计划或动作，

通常不进行额外的参数训练

– 基本流程
• 构造上下文：提供任务目标、环境观测、交互历史及必要示例

• 生成决策：模型根据上下文输出推理、计划或具体动作

• 反馈调整：执行动作，将新观测或反思结果用于后续决策

– 典型代表
• ReAct：交替生成推理与动作，结合环境反馈调整行动

• Reflexion：将失败经验总结为反思文本，用于后续尝试
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知识基础 智能体规划与执行的常见实现方法

• 轨迹模仿方法
– 概念：以专家或高质量智能体的交互轨迹为示范，通过监督训练，学习根据任务

目标与环境上下文生成动作或子目标

– 基本流程
• 收集轨迹：记录任务指令、环境观测、示范动作及执行结果

• 构造样本：以决策时可见的上下文为输入，以示范中的下一步输出为训练目标

• 反馈调整：执行动作，将新观测或反思结果用于后续决策

– 典型代表
• Agent Lumos：利用统一格式的示范轨迹，监督训练子目标规划与动作落地模块，

学习规划和执行能力

• SwiftSage中的Swift模块：利用专家动作轨迹进行行为克隆，学习根据环境观测生

成下一步动作
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GLIDER

Divide and Conquer: Grounding LLMs as Efficient Decision-Making 

Agents via Offline Hierarchical Reinforcement Learning



GLIDER

T 目标 提升智能体在长时程任务中的决策表现、样本效率与新任务适应能力

I 输入 任务描述、环境观测及带奖励的离线轨迹；ScienceWorld、ALFWorld

训练集规模分别为 1,483、3,119，专家示范与中等质量轨迹按1∶2混合

P 处理

1.将交互轨迹组织为包含子任务与原子动作的层次训练数据
2.通过监督微调初始化任务规划与动作执行能力
3.结合环境回报和子任务完成信号，通过离线强化学习优化整体策略
4.利用可选的在线交互训练，适应新的任务与环境

O 输出 一串动作指令序列

P 问题
现有大模型智能体在有限示范与交互预算下，难以稳定完成长时程任务
中的多步依赖操作，任务表现及对未见任务和环境变化的适应能力受限

C 条件
具备可微调的预训练语言模型以及可构建子任务划分和奖励标注的离线
交互轨迹；在线适应时能够与目标环境交互并获取反馈

D 难点
合理划分可执行的子目标，利用有限交互经验协调规划与执行的学习，
并平衡任务完成效果与学习效率

L 水平 ICML 2025 CCF A
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GLIDER

• 科学问题
– 如何在任务步骤多、奖励反馈少的交互环境中，通过子目标分解与分层学习，让

智能体从已有交互经验中学会有效规划与执行，兼顾任务完成效果与学习效率

• 应用问题
– 长时程任务中，现有大模型智能体难以在有限示范与交互成本下稳定完成相互依

赖的操作序列，表现为任务得分或成功率不足，以及对新任务和环境变化的适应

能力有限
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GLIDER 算法创新框架

• 核心思想：以子目标连接规划与执行

–将长时程任务分解为连续子任务，降低探索与信用分配难度

–通过离线强化学习，同时改进子目标选择与动作执行

• 分层决策
– 高层根据总任务与观察提出子目标

– 低层围绕子目标连续执行原子动作

• 学习流程
– 行为克隆建立基础策略，离线强化学习强化高价值决策

– 在线阶段重点调整子目标选择
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GLIDER 算法原理图

离线层次轨迹

（含奖励）

构造层次样本

以示范初始化策略

评估子目标与动作

计算优势权重

按优势加权

更新层次策略
层次智能体

任务与初始观测 高层分解任务 低层生成动作 与环境交互 任务执行结果

低层离线示范
汇总多步交互

构造高层训练样本

更新高层策略与价值

回放低层示范保持执行能力

在线适应后的

层次智能体

GLIDER 算法原理图

离线训练

离线层次强化学习

层次样本

初始策略

优势权重

带奖励的层次样本

分层执行

使用训练后的模型

子任务 原子动作

新观测

执行若干步后重新规划

在线适应（可选）：更新高层，保持低层能力

新增交互经验

高层转移样本

离线示范回放



分层决策过程高层规划低层执行

• 高层规划器：选择当前子目标
– 根据整体任务𝒅与当前观测𝒐

生成子目标𝒈𝒉 ∼ 𝝅𝜽
𝑯(· |𝒅, 𝒐𝒕)

– 低层执行一段动作后，高层再选择后续子目标

• 低层控制器：围绕子目标连续执行
– 在子目标𝒈𝒉下，根据每一步的新观测

生成环境能够执行的具体动作

𝒂𝒕 ∼ 𝝅𝜽
𝑳(· |𝒈𝒉, 𝒐𝒕)

• 高低层共享模型，通过不同层次提示词区分角色

18

高层选择子目标，低层逐步执行，形成不同决策跨度的时间抽象



分层数据构建轨迹组织与奖励分工

• 高层样本：记录一次子目标决策
– 以子目标为单位，记录执行前后的观察

– 累积该阶段的环境奖励，学习子目标选择

(𝑑, 𝑜𝑡 , 𝑔ℎ, 𝑅ℎ, 𝑜𝑡+𝑐ℎ), 𝑅ℎ = σ𝑗=0
𝑐ℎ−1 𝑟𝑡+𝑗

• 低层样本：记录每一步动作执行
– 记录当前子目标下的每一步原子动作

– 根据观察判断子目标是否完成，完成奖励为1，否则为0

(𝑔ℎ , 𝑜𝑡 , 𝑎𝑡 , ƶ𝑟𝑡 , 𝑜𝑡+1)
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环境奖励评价整体任务进展，子目标奖励评价局部技能是否做成



基础策略初始化行为克隆

• 高层：学习如何提出子目标
– 输入整体任务与当前观察

– 以示范中的子目标为监督，学习任务分解

• 低层：学习如何执行
– 输入当前子目标与环境观察

– 以示范中的原子动作为监督，学习有效执行

𝐿𝐵𝐶 = −𝐸𝐷𝐻𝑙𝑜𝑔𝜋𝜃
𝐻(𝑔|𝑑, 𝑜) − 𝐸𝐷𝐿𝑙𝑜𝑔𝜋𝜃

𝐿(𝑎|𝑔, 𝑜)
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先从示范中学会规划与执行，为后续强化学习建立基础策略



离线层次强化学习演员—评论家模型

• 对高层和低层采用统一的演员—评论家表达
– 高层：输入x=(d,o)，输出u=g

– 低层：输入x=(g,o)，输出u=a

• 评论家采用时序差分（TD）学习与期望分位回归

• Q函数：通过时序差分学习，评价当前选择的长期价值

𝐿𝑄 = 𝐸[(𝑟 + 𝛾𝑉𝜓(𝑥′) − 𝑄𝜑(𝑥, 𝑢))
2]

• V函数：使用期望分位回归建立价值基准

𝐿𝑉 = 𝐸[𝐿2
𝜏 (𝑄𝜑(𝑥, 𝑢) − 𝑉𝜓(𝑥))]

• 评论家优势评价
– 判断当前选择是否优于基线

𝐴(𝑥, 𝑢) = 𝑄𝜑(𝑥, 𝑢) − 𝑉𝜓(𝑥)
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离线层次强化学习演员—评论家模型

• 演员将优势评价转化为样本学习权重
– 把好坏判断转换成输出概率变化

ℒπ = −𝐸 𝑥,𝑢 ∼𝐷 exp
𝐴 𝑥,𝑢

κ
log πθ 𝑢 𝑥

– 通过加权模仿，提高模型生成相应输出的倾向

– 优势越高，样本的学习权重越大，低优势样本的相对影响减小

• 从完整输出评价到Token概率更新

𝑙𝑜𝑔𝜋𝜃(𝑢|𝑥) = σ𝑖=1
𝑛 𝑙𝑜𝑔𝜋𝜃(𝑤𝑖|𝑥, 𝑤<𝑖)

– 评论家评价完整子目标或动作

– 同一输出的优势权重作用于其各Token的对数概率项
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利用长期回报让模型更着重学习价值较高的子目标和动作



在线适应复用技能与高层更新

• 复用已有低层技能
– 将导航、取物、操作设备等能力迁移到新任务

– 重点调整子目标的选择与组合

• 利用新经验更新高层
– 高层提出子目标，低层连续执行

– 汇总环境奖励与阶段结束后的观察，构造高层训练样本

– 更新高层评论家与演员，改进规划策略

• 利用旧示范维持低层能力
– 高低层共享参数，高层更新可能影响低层执行

– 使用离线低层示范继续训练以维持能力

23



GLIDER 实验设计 数据与评估

• 数据资源
– ScienceWorld：30项科学实验任务，包含持续的任务进度反馈

– ALFWorld：6类家庭操作任务，任务完成时获得稀疏奖励

– 离线数据按专家:中等＝1:2混合

– 让模型既能模仿较好的行为，

也能利用不同质量的经验学习

• 评价指标
– ScienceWorld任务得分、ALFWorld任务成功率，分别报告已见与未见

– 在线适应按交互步数观察新任务上的表现
24

• 对比方法与骨干模型
– 提示词：ReAct、Reflexion、SwiftSage

– 微调：NAT、ETO

– 在线适应：AC、AWAC

– 骨干：Mistral-7B、Gemma-7B、

Llama-3-8B



GLIDER 实验结果对比实验

• GLIDER在三种骨干模型、两个交互环境的已见和未见测试中均取得最优结果，

说明其性能优势在不同模型和测试设置下具有一致性
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GLIDER 实验结果 在线适应实验

• 离线训练中剔除test-conductivity、find-animal、boil任务，随后在这些任务上

进行在线微调

• 相较AC和AWAC，GLIDER具有更高的初始表现与更快的适应趋势，体现已

有低层技能对新任务的支持
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GLIDER 实验结果消融实验

• 层次结构与SFT+ORL组合均有贡献，8B完整训练下，分层得分68.34分，无层

次为53.94分，相差14.40分

• 分层方案在1B、3B、8B均有效，完整训练下3B分层模型达到61.29分，表明收

益具有一定的跨规模稳定性
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GLIDER 算法总结

• 算法贡献
– 离线学习：先监督微调模仿示范，再通过强化学习重点学习较好的选择

– 在线适应：复用已有低层技能，重点改进高层的子目标选择与组合

• 算法不足
– 参数相互影响：高低层共享参数，更新高层时需用旧示范维持低层能力

– 训练流程与验证范围：多阶段训练较复杂，未在数学和代码任务上测试
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Multi²

Multi²: Hierarchical Multi-Agent Decision-Making with LLM-Based 
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Multi²

T 目标 提升智能体在长时程任务中的执行可靠性、目标一致性与交互效率，缓
解目标漂移

I 输入 任务描述、环境观测及带奖励的交互轨迹；数据涵盖30种科学实验任务、
6类家庭操作任务及物品合成任务

P 处理

1.构建子目标规划与动作执行两类训练数据
2.共享语言模型骨干，采用独立LoRA实现规划与执行的角色分工
3.通过监督微调学习规划，通过离线强化学习优化执行
4.混合离线经验与在线交互数据，在 KL约束下持续改进执行策略

O 输出 一串动作指令序列

P 问题
现有智能体在长时程动态交互中易因执行误差累积而偏离目标，出现无
效操作与重复循环，导致任务成功率下降、交互开销增加

C 条件
具备可微调的预训练语言模型、带子目标与奖励信息的交互轨迹，以及
能够持续交互并提供反馈的环境

D 难点
规划与执行差异化训练方式的设计、在线执行策略更新的稳定性，以及
任务完成效果与交互效率的平衡

L 水平 ICML 2026 CCF A 30



Multi²

• 科学问题
– 如何针对规划与执行的不同学习需求，建立差异化训练与稳定在线改进机制，缓

解长时程任务中的执行误差累积与目标漂移，兼顾任务完成效果与效率

• 应用问题
– 在环境持续变化、操作相互依赖的长时程任务中，现有智能体容易因执行错误累

积而偏离目标，出现无效操作与重复循环，导致任务成功率下降、交互开销增加
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Multi² 算法 创新框架

• 核心思想
– 将子目标规划与动作执行视为不同的优化问题，通过角色专用参数与差异化训练

分别学习

• 角色专门化与离线训练
– 共享冻结骨干，两个角色使用独立LoRA

– 系统1通过SFT学习子目标生成

– 系统2通过离线RL学习原子动作

• 执行侧在线改进
– 固定系统1参数，继续调用它生成子目标

– 借助混合回放和KL约束，对系统2继续进行在线强化学习

32

角色参数分开，训练目标不同，在线重点改进动作执行



Multi² 算法原理图

离线层次轨迹

（含奖励）

按角色划分

层次训练数据

高层监督学习

训练子目标生成

低层离线强化学习

训练动作执行策略

双角色智能体

高层规划 / 低层执行

任务与初始观测
高层规划

生成子目标

低层依据观测

生成原子动作
与环境交互 任务执行结果

离线低层样本
混合离线与

在线交互样本

更新低层执行策略

约束其接近离线策略

在线适应后的

双角色智能体

Multi² 算法原理图

分角色优化

高层示范

低层转移

高层策略

低层策略

分层执行

使用训练后的策略
高层策略 低层策略

子目标 原子动作

子目标完成或终止后重新规划

在线改进：固定高层，仅更新低层

新增交互经验

混合经验



分层决策过程子目标、动作与完成信号

• 系统1：根据任务进展生成子目标
– 结合整体任务、已执行动作记录与当前观察

– 判断任务进度并提出下一阶段目标

𝑔ℎ ∼ 𝜋𝜑(· |𝑜𝑡; 𝐾)

• 系统2：围绕子目标逐步执行
– 根据当前子目标与最新观察，输出原子动作

– 输出布尔完成标志，判断子目标是否完成

𝑎𝑡 ∼ 𝜋𝜃(· |𝑜𝑡; 𝑔ℎ)
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子目标持续约束执行方向，最新观测决定具体动作



角色专门化独立适配器与差异化训练

• 共享冻结骨干，分别学习角色参数
– 系统1与系统2使用独立LoRA适配器

– 训练和推理时只激活对应适配器

𝑊𝐻 = 𝑊0 + 𝐵𝐻𝐴𝐻 ,𝑊𝐿 = 𝑊0 + 𝐵𝐿𝐴𝐿

• 系统1通过SFT学习子目标生成
– 专家子目标提供明确监督

学习任务分解与子目标选择

𝐿𝜑 = −𝐸𝐷𝑠𝑦𝑠1𝑙𝑜𝑔𝜋𝜑(𝑔ℎ|𝑜𝑡; 𝐾)

• 系统2通过离线RL学习动作执行
– 利用奖励与状态转移，学习子目标条件下的动作选择
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分层数据构建角色样本与子目标奖励

• 确定性的规则处理轨迹
– 读取环境的交互轨迹，按规则分段、

规范化命令、过滤非动作文本

• 高层样本：学习观测对应的子目标

𝐷𝑠𝑦𝑠1: (𝐾, 𝑜ℎ , 𝑔ℎ)

• 低层样本：学习子目标下的动作控制

𝐷𝑠𝑦𝑠2: (𝑔ℎ , 𝑜𝑡 , 𝑎𝑡 , 𝑟𝑡 , 𝑜𝑡+1)

– ScienceWorld直接使用环境进度奖励

– ALFWorld、TextCraft加入子目标完成奖励
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系统2离线强化学习 价值学习

• Q函数：评价具体动作的长期回报

𝐿𝑄 = 𝐸𝐷𝑠𝑦𝑠2[(𝑟𝑡 + 𝛾𝑉𝜓(𝑜𝑡+1; 𝑔ℎ) − 𝑄𝜔(𝑜𝑡 , 𝑎𝑡; 𝑔ℎ))
2]

• V函数：期望分位回归建立价值基准

𝐿𝑉 = 𝐸𝐷𝑠𝑦𝑠2 𝐿
𝜏 𝐴 𝑜𝑡 , 𝑎𝑡; 𝑔ℎ

𝐴(𝑜𝑡 , 𝑎𝑡; 𝑔ℎ) = 𝑄𝜔(𝑜𝑡 , 𝑎𝑡; 𝑔ℎ) − 𝑉𝜓(𝑜𝑡; 𝑔ℎ)

– 优势衡量具体动作比参考水平好多少
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以子目标为条件评价动作，为演员更新建立价值基准



系统2离线强化学习优势加权与策略锚定

• 优势加权模仿

𝐿𝐴𝑊𝑅 = −𝐸𝐷𝑠𝑦𝑠2[𝑒
𝛽𝐴(𝑜𝑡,𝑎𝑡;𝑔ℎ)𝑙𝑜𝑔𝜋𝜃

𝑜𝑓𝑓
(𝑎𝑡|𝑜𝑡; 𝑔ℎ)]

– 为高优势的数据动作分配更大的学习权重

• 策略锚定优势项

𝐿𝑎𝑛𝑐ℎ𝑜𝑟 = −λ𝐸𝐷𝑠𝑦𝑠2𝐸෦𝑎𝑡∼πθ
𝑜𝑓𝑓 ⋅ 𝑜𝑡; 𝑔ℎ

𝐴 𝑜𝑡 , ෥𝑎𝑡; 𝑔ℎ

– 结合当前策略生成动作的评论家评价

引导策略偏向估计回报更高的候选
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通过评论家指导动作学习，减少对固定示范形式的过度依赖



系统2在线改进混合回放与KL约束

• 混合经验回放
– 保留离线经验并加入当前策略新轨迹

– 固定系统1，更新系统2演员与评论家

𝐵 = 𝐷𝑜𝑓𝑓𝑙𝑖𝑛𝑒 ∪ 𝐷𝑛𝑒𝑤

• 优势加权改进与离线策略约束

𝐿𝑜𝑛𝑙𝑖𝑛𝑒 = −𝐸𝐵[𝑤𝑡𝑙𝑜𝑔𝜋𝜃
𝑜𝑛(𝑎𝑡|𝑜𝑡;𝑔ℎ)]

+ 𝜂𝐸
𝐵𝐷𝐾𝐿(𝜋𝜃

𝑜𝑛∥𝜋𝜃
𝑜𝑓𝑓

)

𝑤𝑡 = 𝑒𝑥𝑝
𝐴(𝑜𝑡,𝑎𝑡;𝑔ℎ)

𝛼
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执行器学习处理实际访问的状态，并限制在线策略的过快变化



Multi² 实验设计 数据与评估

• 数据资源
– ScienceWorld：科学实验与状态变化

– ALFWorld：家庭操作与稀疏奖励

– TextCraft：配方合成与组合依赖

– 离线轨迹来自AgentGym的GPT-4-Turbo交互记录

• 评价指标
– ScienceWorld报告任务得分，ALFWorld报告任务成功率，分别列出ID/OOD结果

– TextCraft报告整体成功率

– Reflexion按原协议使用pass@6，另分析推理token用量与效率

40

• 对比方法与骨干模型
– 提示词：ReAct、Reflexion、ADaPT

– 微调：GRPO、GLIDER

– 骨干：Qwen-2.5 3B、Mistral 7B v0.3、

Llama-3.1 8B



Multi²实验结果对比实验

• 采用Llama-3.1（8B）时，相比GLIDER ，ALFWorld的OOD成功率由

37.86%提高至56.43%,TextCraft成功率由9.50%提高至35.60%

• ScienceWorld的OOD表现为30.68%，低于GLIDER的34.36%，优势未在所有

实验设置下体现
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Multi²实验结果 Token效率分析

• ScienceWorld的OOD划分中，Multi²的归一化Token效率为13.769，高于

GLIDER的10.838

• 相较GLIDER，ID平均Token减少16.3%，OOD减少29.7%
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Multi²实验结果 在线适应实验

• 固定高层规划器，在线训练低层执行器，表中所列六组任务表现均提高，但收

益幅度不同

• OOD简单任务提升5.23分，中等任务仅提高0.02分
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Multi²实验结果消融实验训练分工与参数消融

• 高层采用SFT、低层采用RL的分工取得更高的中位表现，调换分工或统一采用

一种学习方式，性能与稳定性下降

• 分层结构、角色独立适配器均改善表现分布，说明收益同时来自决策结构与参

数专门化
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Multi²实验结果消融实验离线与在线损失消融

• 离线目标：加入策略锚定项后，中位表现提高，低分结果减少

• 在线目标：加入KL后，表现分布更集中，低分结果更少
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Multi² 算法总结

• 算法贡献
– 角色专门化：共享骨干、独立LoRA，高层通过SFT学习子目标，低层通过离线到

在线RL改进行为

– 执行学习与稳定优化：离线强化学习加入评论家指导项，在线结合混合回放和KL

约束，减少执行侧错误累积

• 算法不足
– 规划适应仍受限制：在线阶段固定规划器，遇到新的任务分解需求时，单独更新执

行器可能不足

– 证据与泛化范围：主要验证三类文本环境，目标漂移分析依赖任务表现与行为案例
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特点总结与未来展望

特点总结与未来展望



特点总结与未来展望

• 特点总结
– GLIDER：以层次强化学习组织长程规划与执行

• 高层生成子目标，低层执行动作，通过时间抽象与分层奖励缓解长程决策困难

• 结合SFT与离线强化学习，在线重点调整高层规划，复用低层技能适应新任务

– Multi²：以角色专门化训练增强执行适应
• 高层SFT规划、低层离线到在线RL执行，采用独立LoRA减少参数更新干扰

• 结合优势学习、混合回放与KL约束，改进动作选择并稳定在线更新

• 未来展望
– 将层次规划与执行学习拓展到代码生成和数学推理，支持复杂程序构建与多步骤求解

– 研究高层规划与低层执行的协同适应，探索长时程任务中的目标漂移检测与纠正机制，

提升目标保持与错误恢复能力
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